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resumen 
El trabajo presenta el diseño e implementación de un robot autónomo orientado al cuidado y manteni-
miento de jardines urbanos, automatizando tareas esenciales como la siembra, el riego y el monitoreo 
del estado de las plantas. Este sistema combina componentes mecánicos, electrónicos y de control que 
permiten un funcionamiento eficiente, preciso y adaptado a las necesidades del espacio hortícola. Debi-
do a la integración de sensores, el robot puede recopilar datos en tiempo real para ajustar sus acciones, 
optimizando así el crecimiento y desarrollo de los cultivos. Su estructura mecánica está basada en un 
diseño cartesiano que facilita el desplazamiento en el área de trabajo. Además, cuenta con una interfaz 
visual que permite la supervisión y control remoto en tiempo real, facilitando la monitorización del 
cultivo y el mantenimiento del sistema. Los resultados experimentales mostraron que el robot puede 
realizar varias tareas automatizadas, demostrando la funcionalidad del prototipo. El sistema propuesto 
contribuye a promover espacios verdes en zonas urbanas y apoya la agricultura sustentable mediante 
tecnologías abiertas y automatización.   

abstract 
This study presents the design and implementation of an autonomous robot for the care and maintenance 
of urban gardens, focusing on the automation of essential tasks such as sowing, irrigation, and plant moni-
toring. The system integrates mechanical, electronic, and control components to achieve efficient and pre-
cise operation adapted to horticultural environments. Equipped with sensors, the robot collects real-time 
data to dynamically adjust its actions, thereby optimizing plant growth and overall system performance. 
Its Cartesian-based mechanical structure allows accurate movement throughout the work area, while a 
graphical user interface enables real-time monitoring and remote control of both the crops and the robotic 
system. Experimental results confirm the robot’s ability to perform multiple automated tasks effectively, 
validating the functionality and reliability of the prototype. The proposed approach contributes to the de-
velopment of sustainable urban agriculture and the promotion of green spaces through the application of 
open-source technologies and automation.

1. introducción
La robótica representa una de las tecnologías con mayor 
capacidad para revolucionar tanto el ámbito laboral 
como la vida cotidiana. Tal como expone Mercader [1], 
se trata de un indicador claro de avance y sofisticación 
tecnológica. Aquellos países y organizaciones que han 
incorporado de forma significativa sistemas robóticos no 
solo mejoran su productividad y competitividad, sino que 

también refuerzan su imagen como sociedades moder-
nas e innovadoras. En los contextos más desarrollados, la 
inversión en robótica ha experimentado un crecimiento 
considerable, muy superior al de otros sectores tecnoló-
gicos. A pesar de ello, el conocimiento general sobre esta 
disciplina sigue siendo escaso entre la población.

Mercader [1] también plantea que uno de los objeti-
vos fundamentales de la robótica es apoyar o reemplazar 
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a los seres humanos en actividades repetitivas, riesgosas 
o poco gratificantes. En determinadas industrias, estas 
soluciones ya se implementan a gran escala, mostrando 
su eficacia y potencial.

Además, esta tecnología ofrece beneficios sociales 
importantes, ya que permite enfrentar diversos retos en 
ámbitos muy variados, aportando soluciones útiles para 
todas las edades y sectores. Contribuye así a mejorar la 
calidad de vida al disminuir la carga de trabajo y reducir 
los riesgos asociados a determinadas tareas [2]. Su evo-
lución constante impulsa una mejora continua en sus 
capacidades y amplía las posibilidades de aplicación en 
numerosos campos.

Los sectores y aplicaciones de la robótica incluyen una 
variedad de áreas en las que los robots cumplen funciones 
específicas para mejorar procesos y servicios. Los secto-
res destacados son:

•	 Industria del automóvil
•	 PYMES (Pequeñas y Medianas Empresas)
•	 Industria manufacturera pequeña
•	 Sector alimentario
•	 Sectores productivos de compleja robotización
•	 Agricultura
•	 Construcción
•	 Servicios al ciudadano
•	 Uso doméstico
•	 Educación y entretenimiento
•	 Sanidad (salud)
•	 Investigación
•	 Medio ambiente

Estas aplicaciones muestran cómo la robótica está presente 
en diversas áreas, contribuyendo tanto a la productividad 
como a la calidad de vida [3].

En consecuencia, la robótica se perfila como un área 
en expansión que demanda una formación sólida y actua-
lizada por parte de los profesionales de la ingeniería, ya 
sea en ramas especializadas como automatización, mecá-
nica o informática. Esta formación debe ir más allá de 
las definiciones tradicionales y brindar una comprensión 
funcional y contextualizada del papel de los robots en la 
sociedad actual.

La agricultura, considerada la actividad económica 
más antigua de la humanidad, continúa siendo esencial 
para nuestra subsistencia, ya que provee alimentos, forra-
jes, fibras y fuentes de energía. Según el Grupo Banco 
Mundial, ante el crecimiento demográfico estimado para 
2050 —cuando la población mundial podría superar los 
10 mil millones de personas— será necesario duplicar la 
producción agrícola para cubrir la creciente demanda de 
alimentos y bioenergía [4].

En este escenario, la robótica y la automatización sur-
gen como herramientas clave para afrontar los retos del 
sector agrícola. Durante más de sesenta años, los robots 
han contribuido significativamente al incremento de la 

eficiencia y la disminución de costos en la industria. En 
los últimos treinta años, esta transformación tecnológica 
ha comenzado a reflejarse también en el ámbito agrí-
cola, con la introducción de tecnologías como tractores 
y cosechadoras autónomas equipados con sistemas GPS 
y visión artificial, los cuales ya se encuentran disponibles 
en el mercado.

En años recientes, los productores agrícolas han 
empezado a incorporar soluciones robóticas para optimi-
zar tareas específicas como la poda, el raleo y la cosecha, 
así como el corte de pasto, la aplicación de pesticidas y el 
control de malezas. Un caso destacado es el de la industria 
frutícola, donde se ha demostrado que los operarios que 
utilizan plataformas robóticas pueden duplicar la eficien-
cia en comparación con aquellos que realizan sus labores 
utilizando escaleras, figura 1 [5].

Fig. 1. 
Robótica y Automatización Agrícola.

Nota. La figura muestra la robótica y automatización aplicada a la 
agricultura [5].

La incorporación de la robótica en el sector agrícola y de 
jardinería ha cobrado cada vez mayor relevancia, dado el 
incremento en la demanda de soluciones automatizadas 
que permitan optimizar recursos y mejorar la eficiencia en 
el cuidado y mantenimiento de espacios verdes y cultivos. 
La historia de la robótica ha evolucionado para abor-
dar diversas necesidades, desde tareas industriales hasta 
aplicaciones específicas en agricultura, donde la imple-
mentación de robots ha demostrado ser fundamental para 
reducir la intervención humana y aumentar la precisión 
en tareas como la siembra, riego y poda [6].

El trabajo realizado por Lin Haibo, Dong Shuliang, 
Liu Zunmin y Yi Chuijie en 2015 [7], muestra que el 
robot puede ser una herramienta eficiente y confiable 
para mejorar la agricultura de precisión en la siembra 
de trigo, superando en rendimiento a los métodos tradi-
cionales. Este estudio presenta un robot móvil de cuatro 
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ruedas diseñado específicamente para la siembra de trigo 
de precisión, con el objetivo de aumentar el rendimiento 
del cultivo figura 2.

Fig. 2. 
Robot sembrador de trigo.

Nota. El robot móvil de cuatro ruedas para la siembra de trigo [7].

Digital Farmhand desarrolló una plataforma agrícola 
pequeña y móvil creada por el Centro Australiano de 
Robótica de Campo en la Universidad de Sydney. Esta 
herramienta está equipada con un teléfono inteligente, 
sensores y equipos de control que permiten realizar tareas 
como la siembra de precisión, la pulverización y la eli-
minación de malezas de manera eficiente. El objetivo 
principal es apoyar a los pequeños agricultores, especial-
mente en comunidades rurales de Australia, Indonesia y 
en el Pacífico, ayudándolos a incrementar su producti-
vidad, reducir costos y mejorar la seguridad alimentaria 
mediante el uso de tecnologías digitales y análisis de 
datos. La plataforma busca ser asequible, fácil de usar y 
adaptable a las necesidades de diversos contextos agrí-
colas, promoviendo la adopción de la agricultura digital 
entre pequeños productores, figura 3 [8].

Fig. 3. 
Di-Wheel.

Nota.  Experimento en una pequeña granja en Indonesia, usando un selfie 
stick para sujetar un teléfono inteligente con el que se toman fotos claras [8].

En 2016, Hassan, Ullah e Iqbal dieron a conocer el diseño 
de un robot autónomo creado específicamente para ope-
rar bajo las condiciones propias de un entorno agrícola. 
Este vehículo modular, fabricado localmente y con un 
enfoque de bajo costo, incorpora como elemento dis-
tintivo un innovador sistema de selección de semillas. A 
pesar de su simplicidad, este mecanismo se caracteriza 
por su alta eficiencia y un margen de error mínimo, lo 
que lo diferencia de otros modelos existentes. Las pruebas 
realizadas, que incluyeron el seguimiento de trayectorias 
mediante un minirrobot y la validación del rendimiento 
del selector de semillas, evidencian el gran potencial del 
sistema robótico desarrollado, figura 4 [9].

Fig. 4. 
Sowing robot 1.

Nota. Imagen del prototipo robótico con selector de semillas [9].

En este contexto, el robot cartesiano ha destacado debido 
a su simplicidad y utilidad en tareas lineales y repetitivas, 
siendo la base para múltiples aplicaciones en jardinería y 
agricultura automatizada. La tendencia actual se centra en 
el desarrollo de sistemas mecatrónicos que integren com-
ponentes mecánicos, electrónicos y de control para tareas 
de cuidado de cultivos, promoviendo prácticas sostenibles 
y el uso eficiente de los recursos disponibles.

Investigaciones recientes se han centrado en el desa-
rrollo de robots cartesianos para aplicaciones agrícolas. 
Estos robots están diseñados para realizar diversas tareas, 
como la siembra de semillas, el riego y la monitorización 
ambiental. Los robots cartesianos pueden moverse a lo 
largo de tres ejes (X, Y, Z) para posicionar con preci-
sión herramientas y sensores [10]. Están equipados con 
sensores para medir parámetros como la humedad, la 
temperatura y la humedad del suelo, así como cámaras 
para la inspección visual y la posible integración futura 
con sistemas de visión artificial [11]. Estos robots tienen 
como objetivo mejorar la eficiencia en los procesos agrí-
colas, especialmente en entornos controlados como los 
invernaderos. Los investigadores han explorado diferen-
tes configuraciones, incluyendo plataformas móviles con 
manipuladores paralelos para la siembra de semillas [12]
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y sistemas estacionarios para huertos frutales y viveros 
industriales [13]. El desarrollo de estos sistemas robóticos 
representa un avance hacia la integración de las tecnolo-
gías de la Industria 4.0 en la agricultura.

Fig. 5. 
Robot cartesiano aplicado a la agricultura.

Nota.  Estructura física final [10] .

El presente trabajo aborda la propuesta y diseño de un sis-
tema autónomo mediante un robot jardinero basado en 
tecnología open source, capaz de realizar funciones bási-
cas en el mantenimiento de un huerto, como riego, poda 
y monitorización. El desarrollo e implementación de este 
robot reduce la necesidad de intervención manual, contri-
buyendo así a una gestión más eficiente y sostenible de los 
espacios verdes urbanos. La incorporación de sensores de 
humedad, temperatura, proximidad, cámaras y sistemas 
de riego permite que el robot responda a las condiciones 
del entorno para optimizar su funcionamiento, favore-
ciendo prácticas sostenibles mediante la automatización 
y el uso racional de los recursos.

La relevancia de este estudio radica en su contribu-
ción a la innovación en el campo de la robótica agrícola, 
fomentando soluciones sostenibles y adaptables a dife-
rentes tipos de jardines y cultivos. Además, mediante la 
utilización de tecnologías accesibles y de bajo costo, se 
busca facilitar la adopción y replicabilidad de este tipo de 
sistemas en contextos domésticos y comunitarios.

2. método
El desarrollo del sistema autónomo de un robot jardi-
nero ha involucrado una serie de fases metodológicas 
que comprenden desde la conceptualización y diseño de 
la estructura mecánica hasta la implementación de los 

sistemas electrónicos y de control, con el fin de garantizar 
un funcionamiento eficiente y preciso en tareas de jardi-
nería. El proceso se dividió en varias etapas, comenzando 
por la definición de requerimientos y especificaciones, 
seguido por su modelado, construcción, integración y 
pruebas experimentales.

2.1. DISEÑO CONCEPTUAL Y MECÁNICO

La primera fase del método consistió en definir las nece-
sidades y funcionalidades que el robot debía cumplir. Esto 
incluyó el análisis del entorno, los tipos de tareas a automa-
tizar (siembra, riego, poda, monitoreo), las condiciones del 
espacio de trabajo, y la selección de materiales adecuados 
para garantizar durabilidad y funcionalidad. Se atendieron 
requisitos específicos como la precisión en desplazamiento, 
la capacidad de carga, la integración de sensores y actuado-
res, y la facilidad de control y monitoreo remoto.

Para esto, se realizó una revisión bibliográfica sobre 
robots agrícolas y sistemas mecatrónicos, identificando 
las mejores prácticas y tecnologías disponibles. 

El robot jardinero autónomo posee varias característi-
cas, funciones y tareas diseñadas para facilitar el cuidado 
y mantenimiento de los espacios verdes urbanos. Entre 
sus principales características se encuentran su estructura 
mecánica basada en un diseño de robot cartesiano, que le 
permite moverse con precisión en el espacio de trabajo, 
y su integración de componentes electrónicos y de con-
trol que aseguran una operación eficiente y automatizada.

Las funciones principales del robot incluyen:

•	 Siembra de plantas: utilizando accesorios, puede 
excavar y colocar semillas, garantizando una dis-
tribución uniforme en el jardín.

•	 Riego automatizado: mediante sensores de hume-
dad, controla el sistema de riego para mantener 
las condiciones óptimas de las plantas.

•	 Podado y mantenimiento: puede recortar plantas 
y realizar tareas de limpieza para fomentar un cre-
cimiento saludable.

•	 Monitoreo del estado de las plantas: emplea cáma-
ras y sensores para supervisar el crecimiento.

•	 Adaptación a diferentes cultivos: gracias a su 
diseño modular, puede ser configurado para traba-
jar con distintos tipos de plantas y tareas específicas 
en función de las necesidades del usuario.

Las tareas que realizará contemplan:

•	 La preparación del terreno para nuevas siembras.
•	 La dispersión de semillas en espacios específicos.
•	 La irrigación en puntos estratégicos y en función 

de las mediciones de los sensores.
•	 La poda de plantas para promover un crecimiento 

saludable.
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Estas capacidades permiten que el robot mejore la eficien-
cia del mantenimiento de jardines urbanos, promoviendo 
la sustentabilidad y reduciendo la intervención humana 
en tareas rutinarias.

Los robots con configuración cartesiana, debido a 
que utilizan tres ejes prismáticos, pueden adoptar dis-
tintas disposiciones según los requerimientos específicos 
de la tarea a realizar. En la fig. 6 (Ver anexo) se ilustran 
varias variantes de robots cartesianos utilizadas en entor-
nos industriales, basadas en la guía técnica proporcionada 
por Schneider Electric [14].

Posicionador lineal
En esta disposición, el actuador lineal se ubica por 
encima o por debajo del área de operación, general-
mente alineado a los ejes X o Z. Está pensado para el 
movimiento ágil de cargas en distancias reducidas.

Robot lineal 
Este tipo de robot se sitúa a un costado de la zona de 
trabajo y ha sido optimizado para desplazar objetos a 
alta velocidad a lo largo de trayectos breves. Es común 
en procesos de ensamblaje o manipulación rápida.

Robot tipo portal
Este sistema se instala por encima del área operativa, lo 
que permite un mejor aprovechamiento del espacio en 
planta. Se emplea para el transporte de elementos sobre 
distancias amplias y con buena capacidad de carga.

Pórtico portal de pared
Diseñado especialmente para funcionar sobre super-
ficies verticales, este tipo de robot pórtico permite 
automatizar tareas en planos perpendiculares al suelo, 
como en paredes o paneles verticales.

En el presente trabajo se usa la configuración tipo portal, 
ya que es ideal para un robot de jardinería porque permite 
cubrir de manera precisa y eficiente amplias áreas de cultivo 
sin interferir con las plantas, al estar suspendido sobre el área 
de trabajo. Esta disposición facilita el movimiento en los ejes 
X, Y y Z, lo que es fundamental para realizar tareas repetiti-
vas como el riego, la poda o la recolección con alta precisión. 
Además, evita la compactación del suelo al no requerir despla-
zamiento a nivel del terreno y permite incorporar fácilmente 
distintos módulos o herramientas según las necesidades.

2.2. DISEÑO E INTEGRACIÓN DEL SISTEMA

El modelo del jardín autónomo corresponde al diseño final 
del prototipo, el cual fue desarrollado mediante el uso del 
software CAD SolidWorks. Gracias a esta herramienta, fue 
posible diseñar cada una de las piezas y llevar a cabo el 
ensamble completo del sistema. Las dimensiones del pro-
totipo son las siguientes: 1.68 metros de ancho, 1.53 metros 
de altura y 1.5 metros de longitud, (Anexo, fig. 7).

La estructura del prototipo está conformada por cuatro 
soportes de aluminio de 1 pulgada de diámetro y 1.15 
metros de longitud, ubicados en los extremos laterales. 
Los carriles responsables del desplazamiento en el eje Y 
están construidos con perfiles de 1 pulgada y tienen una 
longitud de 2.02 metros. En su interior se integran dos 
varillas de 3/8 de pulgada, que proporcionan soporte y 
estabilidad al movimiento en dicho eje. Por encima de 
estos carriles se encuentra el sistema encargado del des-
plazamiento en el eje X, el cual está fabricado con perfiles 
de ½ pulgada y tiene una longitud de 1.25 metros. Este 
carril incorpora un tornillo roscado tipo acmé de 3/8 de 
pulgada para garantizar la precisión del movimiento.

Para permitir la ejecución de las distintas tareas asig-
nadas al robot, se diseñaron diversos efectores finales, 
los cuales pueden intercambiarse mediante un sistema 
de acoplamiento basado en electroimanes.

2.2.1. Efector fijo.
Como se observa en la figura 8 del anexo, este efector 
fue diseñado para alojar tres electroimanes, e incluye las 
respectivas entradas y salidas para el cableado. Además, 
presenta una perforación circular en la que se encuentra 
montado el efector destinado al riego.

2.2.2. Efector intercambiable para siembra.
Para permitir el intercambio de efectores mediante el uso 
de electroimanes, se emplean rondanas del mismo radio 
que estos, las cuales, debido a las propiedades de su mate-
rial, pueden ser atraídas magnéticamente. Estas rondanas 
se insertan en las ranuras circulares ubicadas en la parte 
superior del efector. El diseño incluye una perforación cir-
cular que permite el paso libre de la boquilla de riego, en 
la parte inferior, se incorpora un compartimento de forma 
rectangular destinado a alojar una bomba de aire, la cual 
genera la succión necesaria para el manejo de las semillas, 
o en su caso para insertar el motor que al activarse realizará 
el corte mediante un güiro para podar, (ver anexo, fig. 9).

Las fig. 10 y 11 muestran el desarrollo del prototipo 
diseñado.

En las fig. 12 y 13 del anexo, se presenta el diagrama de 
los componentes eléctricos y electrónicos del sistema, junto 
con sus respectivas conexiones. Se eligió un microcontro-
lador Arduino Mega debido a su capacidad de manejo de 
múltiples entradas y salidas. El sistema cuenta con tres 
fuentes de corriente directa: una de 5V y dos de 12V, ya 
que algunos de los efectores finales requieren un voltaje 
superior para su funcionamiento.

Para el monitoreo del nivel de humedad en las plan-
tas, se instalaron 16 sensores de humedad tipo YL-69, lo 
que permite al prototipo operar de forma autónoma, sin 
intervención humana. Los sensores de humedad YL-69 
fueron calibrados experimentalmente, estableciendo un 
umbral de 40% de humedad en suelo como punto de 
riego. El mecanismo de intercambio de efectores utiliza 
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dos electroimanes de alta potencia, capaces de sostener 
firmemente los módulos intercambiables.

2.3. PROGRAMACIÓN Y CONTROL

Para el control y operación del robot jardinero autónomo, 
se desarrollaron dos componentes esenciales utilizando los 
lenguajes de programación Python y Arduino. Por un lado, 
se implementó una interfaz gráfica en Python que permite al 
usuario interactuar con el sistema de manera intuitiva, ofre-
ciendo un menú principal donde se describen las funciones 
disponibles, como regar, sembrar o cortar. Además, incluye 
una representación visual del jardín (ver anexo, Fig. 14) en 
el lado derecho de la pantalla, lo que facilita la compren-
sión del estado y funcionamiento del sistema en tiempo real.

Por otro lado, en la plataforma de Arduino se programó 
el control lógico del hardware del jardín. Este código define 
las funciones que el sistema debe ejecutar y responde a los 
comandos enviados a través del puerto serial. También se 
estableció un punto de referencia o posición “home”, que 
actúa como origen y destino de todas las operaciones del 
robot. El programa está estructurado en múltiples fun-
ciones específicas, cada una dedicada a realizar una tarea 
concreta como riego, siembra o corte.

La programación del código de Arduino, junto con la 
interfaz gráfica en Python, se desarrolló siguiendo la lógica 
representada en el diagrama de flujo mostrado en la fig. 
15, el cual describe la secuencia de operaciones necesarias 
para llevar a cabo las actividades del jardín de forma autó-
noma y coordinada. Presenta el diagrama lógico que guía 
el funcionamiento del sistema automatizado del robot jar-
dinero. Este diagrama describe la secuencia de decisiones 
y acciones que el sistema sigue desde su inicio hasta la fina-
lización de cada tarea.

El proceso comienza en el estado de inicio, donde el 
robot verifica las condiciones del entorno a través de sus 
sensores. A continuación, el sistema evalúa qué tarea debe 
ejecutarse en función de los datos recibidos, como el nivel 
de humedad del suelo o la programación del usuario.

Una vez determinada la tarea (regar, plantar o podar), 
el robot selecciona el efector correspondiente mediante el 
sistema de electroimanes, y se dirige a la posición espe-
cífica dentro del área de trabajo. Allí, ejecuta la acción 
indicada y posteriormente retorna al estado de inicio para 
verificar si hay más tareas pendientes.

Este enfoque basado en decisiones secuenciales garantiza 
una operación ordenada, autónoma y eficiente, minimi-
zando la intervención humana y optimizando el uso de los 
recursos del jardín.

3. resultados y discusión
3.1. RESULTADOS

Para validar el correcto funcionamiento del sistema, se 
llevaron a cabo diversas pruebas en condiciones reales del 

entorno de trabajo, simulando tareas como la siembra en 
hoyos, riego y monitorización de plantas.

Se realizaron mediciones de la precisión en desplaza-
miento, eficiencia en tareas específicas, tiempo de respuesta 
a las variaciones en los sensores y estabilidad del sistema 
en diferentes condiciones climáticas. La tabla 1 resume los 
valores esperados y obtenidos durante las pruebas:

TABLA I
Comparativa de desempeño del Sistema

Esperado Obtenido
Precisión ±5 mm ±3 mm
Tiempo de respuesta <3 s 2.3 s

El uso del sensor YL-69 para la medición de la hume-
dad del suelo permitió un control más preciso del riego, 
ajustándolo a las necesidades reales de las plantas. Esta 
regulación contribuyó a prevenir el riego excesivo, favo-
reciendo el ahorro de agua y optimizando el desarrollo 
del cultivo de cilantro.

El prototipo se evaluó en un huerto experimental 
con plantas de cilantro, seleccionadas por su ciclo corto 
y facilidad de observación. La figura 16 muestra el creci-
miento de cultivos en el huerto controlado, evidenciando 
la efectividad del sistema en la gestión del cultivo bajo las 
acciones automatizadas.

El robot cartesiano implementado mostró una capa-
cidad para navegar de manera precisa y autónoma dentro 
del huerto, cumpliendo con los objetivos planteados en 
la fase de diseño. 

Durante las pruebas de campo, el robot llevó a cabo 
tareas específicas de cuidado de las plantas, tales como la 
siembra, riego y monitoreo. Los datos recopilados a tra-
vés de los sensores de humedad, temperatura y proximidad 
confirmaron la correcta recepción y procesamiento de la 
información, permitiendo que el robot ajustara sus acciones 
en tiempo real para optimizar el crecimiento de los cultivos.

Como resultado, se observó que los cultivos alcan-
zaron un desarrollo adecuado, evidenciado mediante 
imágenes. La interfaz visual y la lectura de sensores facilita-
ron la monitorización y control del sistema en tiempo real, 
evidenciando la funcionalidad y usabilidad del prototipo.

El video de demostración disponible en [ https://
youtu.be/87_9QgjO1e4 ] complementa la evaluación 
visual del rendimiento del robot, permitiendo una com-
prensión clara del funcionamiento general del sistema.

3.2. DISCUSIÓN

El desarrollo del robot jardinero autónomo basado en 
tecnología open source demuestra una aplicación de la 
automatización de tareas horticulturales urbanas. Los 
resultados obtenidos durante las pruebas, que evidencia-
ron una desplazamiento correcto y realización de tareas 
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como siembra, riego y monitoreo, confirman la viabilidad 
técnica del sistema para operar de forma autónoma en un 
huerto controlado. La incorporación de sensores permitió 
al robot ajustar sus acciones en tiempo real, lo que favo-
rece no solo la eficiencia operativa y aspectos clave en la 
sostenibilidad de los entornos urbanos.

Desde una interpretación pragmática, el sistema 
aporta beneficios al reducir la intervención humana en 
actividades rutinarias y laboriosas, disminuyendo la carga 
de trabajo en el cuidado de las plantas. Esto es especial-
mente relevante en contextos urbanos donde el tiempo y 
la mano de obra especializada pueden ser limitados. Por 
tanto, el robot puede contribuir a facilitar el acceso a téc-
nicas de cultivo más eficientes y sostenibles, incluso en 
espacios reducidos y complejos.

El prototipo presenta ciertas limitaciones técnicas y 
de escalabilidad que deben considerarse en futuras versio-
nes. Una de las principales se relaciona con la autonomía 
energética. El sistema depende actualmente de una fuente 
de alimentación externa, lo que restringe su movilidad y 
su uso en áreas donde no existe un suministro eléctrico 
cercano. La incorporación de fuentes de energía renova-
ble, como paneles solares o baterías de alta eficiencia, sería 
esencial para dotar al robot de una verdadera autonomía 
operativa y reducir su huella ambiental.

Asi mismo, la escalabilidad del diseño hacia áreas de 
cultivo más amplias implica desafíos. El sistema carte-
siano, aunque eficiente en superficies reducidas, podría 
requerir una reconfiguración estructural o modular para 
operar en extensiones mayores sin perder precisión ni 
aumentar excesivamente el consumo energético. La imple-
mentación de módulos autónomos cooperativos capaces 
de comunicarse entre sí y distribuir tareas podría ser una 
estrategia viable para ampliar su alcance funcional.

La tecnología open source utilizada ofrece una plata-
forma flexible para mejorar y adaptar el sistema, pero su 
éxito dependerá en gran medida de la accesibilidad téc-
nica para usuarios finales y de la integración con otros 
sistemas inteligentes urbanos. Además, la capacidad del 
robot para manejar diferentes tipos de cultivos y adaptarse 
a condiciones cambiantes del entorno podría establecer 
un camino hacia soluciones más personalizadas y escala-
bles en agricultura urbana.

La Cuarta Revolución Industrial, impulsada por IA, 
robótica y Big Data, está transformando los sectores eco-
nómicos en México, generando tanto oportunidades como 
desafíos. La automatización amenaza empleos rutinarios y 
de baja calificación en manufactura, servicios, finanzas y 
comercio electrónico, pero también impulsa avances y nue-
vos empleos en salud, educación, agricultura y finanzas. 
Los principales retos incluyen la vulnerabilidad laboral, la 
polarización salarial y la necesidad de una mejor prepara-
ción del capital humano, así como la adaptación educativa 
para enfrentar los cambios tecnológicos [15], [16].

Mientras la reducción de intervención humana puede 
mejorar la eficiencia, también plantea preguntas sobre la 

reconversión de habilidades laborales y la importancia de 
mantener ciertos niveles de interacción humana para la 
supervisión y el cuidado cualitativo de los espacios ver-
des. En términos ambientales, la automatización puede 
facilitar prácticas más sostenibles, pero es necesario vali-
dar cómo se traducen estas mejoras en la biodiversidad 
urbana y la resiliencia ecológica.

En síntesis, el robot jardinero representa un aporte 
a la robótica agrícola urbana, incorporando tecnologías 
accesibles y fomentando una gestión sostenible. Su evo-
lución debe equilibrar la precisión tecnológica con las 
necesidades sociales y ambientales, asegurando que la 
automatización sea una herramienta que potencie, y no 
reemplace, la interacción humana en la conservación de 
los ecosistemas urbanos.

4. conclusiones
El desarrollo del sistema mecatrónico para el jardín autó-
nomo demostró ser una solución eficaz y eficiente para 
el cuidado y mantenimiento automatizado de cultivos en 
un entorno hortícola. A través del diseño e implemen-
tación de un robot cartesiano equipado con sensores de 
humedad, temperatura y proximidad, se lograron tareas 
específicas, como siembra y riego con autonomía.

La correcta incorporación de componentes eléc-
tricos y electrónicos, así como la eficiente integración 
con la interfaz de control, permitieron una supervisión 
en tiempo real y un monitoreo efectivo de las plantas, 
logrando un crecimiento adecuado de cultivos como 
cilantro, perejil y cebolla.

Este proyecto contribuye a la aplicación práctica 
de tecnologías de robótica y automatización en la agri-
cultura urbana, promoviendo el desarrollo sustentable 
y optimizando el uso de espacios verdes en viviendas y 
edificaciones, en línea con la tendencia global hacia la 
agricultura inteligente. Además, la implementación de 
herramientas open source abre las puertas a futuras mejo-
ras y adaptaciones del sistema.

En suma, el sistema desarrollado aporta a la promoción 
de técnicas sostenibles en la gestión de huertos urbanos.
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ANEXOS
Fig. 6. 
Robots cartesianos.

Nota. Descripción de las configuraciones cartesianas [14].

Fig. 7. 
(a) Vista frontal, (b) Vista isométrica

Nota. Diseño de la estructura.
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Fig. 8. 
Efector fijo

Nota. Efector fijado a perfil de aluminio 20x20.

Fig. 9. 
Efector intercambiable.

Nota. Vista isométrica del efector intercambiable.

Fig. 10. 
Efector ensamblado con el efector de sembrado.

Nota. Efector fijo realizando el intercambio para la función de sembrado.

Fig. 11. 
Estructura del prototipo

Nota. Ensamble final de la estructura.

Fig. 12. 
Circuito eléctrico.

Nota. Componentes electrónicos y sensores.

Fig. 13. 
Diagrama eléctrico.

Nota. Componentes electrónicos y actuadores.

Fig. 14. 
Interfaz (a) para monitoreo, (b) para envío de señales.

Nota. Interfaz para sembrar o monitorear la humedad, así como la 
indicación del tipo de planta.
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Fig. 15. 
Diagrama de flujo del programa.

Nota. Lógica de programación considerando las funciones del robot jardinero.

Fig. 16. 
(a)  Prototipo (b) Resultados de cultivos.

Nota. En las imágenes se muestra el prototipo con cultivos en crecimiento.
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resumen 
El cáncer de mama es una de las principales causas de mortalidad en mujeres a nivel mundial, lo que 
subraya la importancia de implementar herramientas de diagnóstico precisas y eficientes. Este estudio 
evaluó el desempeño de varios algoritmos de aprendizaje automático para la clasificación de tumores 
mamarios utilizando el Wisconsin Breast Cancer Dataset. Se aplicó Análisis de Componentes Principa-
les (PCA) para reducir la dimensionalidad del conjunto de datos, mejorando la eficiencia computacional 
y manteniendo la información crítica para la clasificación.

Los modelos evaluados incluyeron Regresión Logística, Máquinas de Soporte Vectorial (SVM), Redes 
Neuronales, alcanzando valores máximos de AUC-ROC de 0.96, 0.95 y 0.99, respectivamente. Los resul-
tados se compararon con estudios previos, evidenciando la solidez y aplicabilidad del enfoque propuesto.

Aunque los hallazgos son prometedores, el estudio reconoce limitaciones, como el uso de un úni-
co dataset, y sugiere integrar características clínicas adicionales en investigaciones futuras. Este trabajo 
demuestra la capacidad del aprendizaje automático para mejorar el diagnóstico temprano del cáncer de 
mama, con potencial para aplicaciones en entornos clínicos.

abstract 
Breast cancer is one of the leading causes of mortality in women worldwide, underscoring the importance 
of implementing accurate and efficient diagnostic tools. This study evaluated the performance of several 
machine learning algorithms for breast tumor classification using the Wisconsin Breast Cancer Dataset. 
Principal Component Analysis (PCA) was applied to reduce the dimensionality of the dataset, improving 
computational efficiency while maintaining critical information for classification.

The models evaluated included Logistic Regression, Support Vector Machines (SVM), Neural Networ-
ks, reaching maximum AUC-ROC values of 0.96, 0.95 and 0.99, respectively. The results were compared 
with previous studies, evidence of the robustness and applicability of the proposed approach.

Although the findings are promising, the study acknowledges limitations, such as the use of a single 
dataset, and suggests integrating additional clinical features in future research. This work demonstrates the 
ability of machine learning to improve early diagnosis of breast cancer, with potential for applications in 
clinical settings.

1. introducción
El cáncer de mama constituye uno de los principales 
problemas de salud a nivel mundial debido a su alta 
incidencia y mortalidad. Si bien los avances médicos 
han permitido mejorar los índices de supervivencia, 
el diagnóstico temprano continúa siendo un desafío. 
En particular, los métodos tradicionales de evaluación 
clínica pueden presentar limitaciones asociadas a la 

subjetividad del observador y a la variabilidad en la inter-
pretación de resultados.

En este contexto, se ha incrementado el interés en el 
desarrollo de herramientas computacionales basadas en 
el análisis de datos biomédicos, que permitan apoyar de 
manera objetiva la clasificación de tumores mamarios. Estas 
herramientas no buscan reemplazar la labor clínica, sino 
complementar la toma de decisiones mediante el uso de 
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algoritmos de aprendizaje automático capaces de procesar 
grandes volúmenes de datos y detectar patrones relevantes.

En la investigación [1] expresa que este tipo de cáncer 
es uno de los más frecuentemente diagnosticados, siendo 
este la quinta causa de muerte relacionada con el cáncer, 
con cerca de 2 millones de casos nuevos de manera anual 
en todo el mundo.

Aunque la tasa de mortalidad por cáncer de mama 
ha disminuido a lo largo de los últimos 50 años, debido 
a la mejoras diagnósticas y terapéuticas por parte del 
personal de salud, este tipo de cáncer sigue siendo un 
problema de salud pública mundial [2].

A medida que la tecnología avanza, se han desarro-
llado diversas herramientas estadísticas y de aprendizaje 
automático que facilitan el diagnóstico y la clasificación 
de esta enfermedad. Uno de estos enfoques es el uso de 
algoritmos de aprendizaje automático que permite la cla-
sificación de datos sobre el paciente que podría padecer 
o no un cáncer mamario. Los algoritmos de clasificación, 
que buscan distinguir entre tumores benignos y malig-
nos, son una pieza fundamental de este enfoque. Sin 
embargo, el rendimiento de estos algoritmos depende en 
gran medida de la calidad de los datos disponibles y de 
las técnicas de preprocesamiento utilizadas para extraer 
características relevantes.

La reducción de dimensionalidad es un paso crítico 
en problemas de clasificación con conjuntos de datos 
de alta dimensión, como los relacionados con imágenes 
médicas o datos genómicos. El Análisis de Componentes 
Principales (PCA) es una técnica consolidada para redu-
cir la dimensionalidad de conjuntos de datos biomédicos 
de alta complejidad. Esta técnica se ha consolidado como 
una herramienta eficaz para la reducción de dimensio-
nalidad en datos de alta complejidad. Al transformar 
variables originales en componentes no correlacionados 
que explican la mayor proporción de la varianza, PCA 
no solo elimina ruido y redundancia, sino que mejora la 
eficiencia y robustez de los modelos supervisados de cla-
sificación. En aplicaciones específicas al cáncer de mama, 
esta reducción se traduce en modelos más rápidos, gene-
ralizables y clínicamente interpretables, al facilitar la 
diferenciación entre tumores benignos y malignos. Para 
lograrlo, convierte las variables que podrían estar corre-
lacionadas en un grupo más reducido de características, 
conocidas como componentes principales [3]. La selec-
ción adecuada del número de componentes principales 
es fundamental para evitar tanto la pérdida de informa-
ción valiosa como la inclusión de ruido, lo cual puede 
afectar el rendimiento del modelo de clasificación.

Algunos autores han desarrollado distintos modelos 
de predicción del protocolo de tratamiento de cáncer 
de mama. En el trabajo [4] se explora la utilización del 
aprendizaje automático haciendo uso de datos recolec-
tados en el Hospital Mohammed VI de Marruecos, la 
cual contiene información de pacientes con dos objeti-
vos (protocolo y ciclo de tratamiento). En este estudio 

se utilizaron modelos de clasificación como Gradient 
Boosting Classifier y Random Forest. Adicionalmente, 
los autores realizaron un análisis de importancia de 
características lo cual ayudaba a resaltar la importancia 
de las variables y mostrar la influencia positiva de algu-
nas variables en los modelos.

Otros autores recopilaron información de la base de 
datos Breast Cancer Wisconsin Dataset, donde llevaron 
a cabo el procesamiento de datos respectivos, como el 
tratamiento de datos faltantes, la normalización y la divi-
sión del conjunto de datos para los conjuntos de datos de 
entrenamiento y prueba en un porcentaje del 80% de los 
datos para el entrenamiento y un 20% de los datos para la 
prueba. En este estudio, se aplicaron dos enfoques dife-
rentes: un enfoque se utilizó para la supervivencia del 
cáncer de mama, tales como Survival Random Forest y 
Cox; el enfoque adicional utilizado fue para la clasifica-
ción en donde se utilizaron algoritmos de clasificación 
como Naive Bayes y Random Forest [5].

En otra publicación se han utilizados técnicas como 
Naive Bayes, Regresión logística, máquina de soporte 
vectorial, K-Nearest Neighbor y árbol de decisión (DT), 
y técnicas de conjunto: Random forest (RF), Adaboost, 
XGBoost en el conjunto de datos de cáncer de mama y 
evaluados mediante el uso de diferentes medidas de ren-
dimiento. En este trabajo la selección de características es 
una de las estrategias para la extracción de las caracterís-
ticas más significativas y útiles de un conjunto de datos 
esto ayuda al entrenamiento y la precisión del modelo [6].

Estudios previos que emplearon el Breast Cancer 
Wisconsin (Diagnostic) Dataset han reportado altos 
niveles de precisión en la clasificación de tumores. Por 
ejemplo, Agarap alcanzó una exactitud de ~99.0 % 
usando MLP con una división 70 %–30 % [7]. Entezari 
identificó al SVM como el clasificador más eficaz según 
sus métricas [8]. H. Benbrahim et al. evaluaron 11 mode-
los y encontraron que redes neuronales lograban hasta 
96.5 % de exactitud [9]. Otros estudios mediante SVM 
y ANN han obtenido cerca del 97 % en exactitud [10]. 
Finalmente, combinaciones con preprocesamiento y 
selección rigurosa de variables llevaron a precisiones 
de hasta 99.1 % [11]various computer-aided diagnosis 
(CAD. Esta línea de resultados establece un benchmark 
claro frente al cual situamos y evaluamos nuestro enfo-
que con PCA + clasificadores supervisados.

El objetivo de este estudio es implementar y eva-
luar técnicas de aprendizaje automático, integradas con 
Análisis de Componentes Principales (PCA), para mejo-
rar la eficiencia y precisión en la detección de cáncer 
de mama, contribuyendo a metodologías más ligeras 
y fácilmente integrables en entornos clínicos asistidos 
por computadora. Con este enfoque, se busca mejorar 
la precisión diagnóstica y apoyar la toma de decisiones 
tempranas en entornos clínicos. La elección del número 
óptimo de componentes principales se realizó mediante 
el método de codo, una técnica visual y analítica que 
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permite identificar el punto de inflexión donde la inclu-
sión de más componentes no aporta mejoras significativas 
en la varianza explicada. Posteriormente, se evaluó el 
rendimiento en diferentes algoritmos de clasificación 
tales como la Regresión Logística, Máquinas de Vectores 
de Soporte (SVM) y Redes Neuronales en un conjunto de 
datos de pacientes con sospecha de cáncer de mama. Estos 
modelos se centrarán en identificar patrones y caracterís-
ticas específicas como el radio, la textura, el perímetro, el 
área del bulto mamario y entre otras características que 
permitan discriminar entre casos malignos y benignos, 
apoyando así al proceso de toma de decisiones médicas. 
A través del uso de estos algoritmos, se pretende opti-
mizar el análisis de los datos disponibles, maximizando 
la precisión en la predicción y minimizando los errores 
en el diagnóstico. La investigación evaluará la eficacia de 
distintos enfoques de clasificación en términos de sensibi-
lidad, especificidad y precisión, con el objetivo de aportar 
soluciones que puedan ser potencialmente aplicadas en 
entornos clínicos.

El aporte distintivo de este trabajo radica en eva-
luar de manera sistemática el impacto del PCA en el 
desempeño de tres algoritmos clásicos de clasifica-
ción (Regresión Logística, SVM y Redes Neuronales), 
utilizando métricas clínicas clave como sensibilidad, 
especificidad y AUC-ROC. A diferencia de estudios 
previos que aplican PCA solo como preprocesamiento, 
aquí se analiza cómo esta técnica contribuye al equilibrio 
entre reducción de dimensionalidad y rendimiento pre-
dictivo, aportando evidencia sobre su aplicabilidad en 
entornos clínicos con recursos limitados.

2. métodos y materiales
Este estudio se desarrolló en un entorno computacional 
utilizando datos secundarios de acceso público. El área 
de estudio corresponde a la clasificación automatizada de 
cáncer de mama a partir de un conjunto de datos biomé-
dicos previamente recolectados y validados, proveniente 
del UCI Machine Learning Repository, específicamente el 
Breast Cancer Wisconsin (Diagnostic) Dataset [12].

El diseño corresponde a un estudio observacional, 
retrospectivo y de carácter experimental-computacio-
nal, dado que se basa en registros existentes y no implicó 
interacción directa con pacientes.

Los hechos observacionales incluyen 569 muestras 
de tejido mamario (357 benignas y 212 malignas) carac-
terizadas mediante 30 atributos cuantitativos derivados 
de imágenes obtenidas por aspiración con aguja fina. Las 
variables comprendían de mediciones morfométricas como 
radio, textura, perímetro, área, suavidad, compacidad, con-
cavidad, puntos cóncavos, simetría y dimensión fractal. La 
distribución de las instancias entre tumores benignos y 
malignos se muestra en la Fig. 1, donde se observa gráfica-
mente la proporción de casos en cada categoría.

Las etiquetas binarias (“M” para maligno y “B” para 
benigno) se consideraron como la variable objetivo en 
las tareas de clasificación supervisada.

Fig. 1. 
Distribución de instancias del Dataset

Nota. La figura muestra la distribución de clases en el conjunto de 
datos Breast Cancer Wisconsin  [12].

Para el análisis, se procesaron los datos, se verificó que no 
hubiera datos ausentes. En este caso, el conjunto de datos 
estaba completo, por lo que no fue necesario imputar 
valores. Sin embargo, las etiquetas originales correspon-
dientes a los tipos de tumores fueron transformadas a 
valores numéricos binarios para facilitar su manejo en 
los modelos de aprendizaje automático. Específicamente, 
la etiqueta M (maligno) fue codificada como 1, mien-
tras que la etiqueta B (benigno) fue codificada como 
0. Esta transformación permitió que los algoritmos de 
clasificación procesen las etiquetas como valores numé-
ricos, simplificando el cálculo de métricas y optimizando 
el rendimiento computacional en las etapas de entre-
namiento y evaluación. A partir de aquí dado que las 
características originales tenían magnitudes variables, se 
realizó un proceso de estandarización de las caracterís-
ticas para garantizar una correcta interpretación de los 
algoritmos de clasificación. 

Dicho conjunto de datos fue dividido en un 80% con-
junto de datos de validación y el 20% en un conjunto de 
datos de prueba o de testeo. Este procedimiento se llevó a 
cabo antes de aplicar cualquier tipo de transformación o 
preprocesamiento, con el fin de evitar el riesgo de fuga de 
datos y asegurar que los modelos a implementar apren-
dan únicamente a partir de la información disponible en 
el conjunto de entrenamiento, sin verse influenciado por 
datos que estarán en la evaluación final. Así, se preserva 
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la integridad de la validación y se evita que el modelo 
obtenga una ventaja indebida en la fase de pruebas.

Con el fin de reducir la dimensionalidad y mejo-
rar la eficiencia de los modelos, se aplicó el Análisis de 
Componentes Principales (PCA). Esta técnica permitió 
reducir las 30 características iniciales a un número de 5 
componentes principales, valor el cual fue escogido por 
medio del método del codo capturando cerca del 83% de la 
varianza explicada, preservando al máximo la variabilidad 
de los datos. Este punto representa un equilibrio adecuado, 
ya que permite reducir la dimensionalidad original de 30 a 
5 componentes sin comprometer de forma significativa la 
información contenida en los datos (Fig. 2).
 
Fig. 2. 
Gráfica del método del Codo

Nota. La figura muestra la gráfica del codo donde se observa el 80% 
de la varianza explicada para seleccionar el número de componentes 
principales.

Posteriormente, se implementaron varios algoritmos de 
aprendizaje automático, incluyendo Regresión Logística, 
Máquinas de Vectores de Soporte (SVM) y Redes 
Neuronales seleccionados por su efectividad en pro-
blemas de clasificación y su capacidad para identificar 
patrones complejos en datos multidimensionales. 

Desde un enfoque metodológico, el aporte de este 
trabajo consiste en integrar PCA con tres algoritmos de 
clasificación bajo un esquema de validación cruzada, 
permitiendo comparar de forma objetiva la eficiencia 
computacional y el rendimiento predictivo en un pro-
blema biomédico crítico.

2.1. REGRESIÓN LOGÍSTICA

La regresión logística es un algoritmo de aprendizaje 
supervisado ampliamente utilizado para problemas de 
clasificación binaria, donde la variable dependiente toma 
valores discretos (0 o 1). El modelo de regresión logís-
tica estima la probabilidad de que se produzca un suceso 
frente a la probabilidad de que no se produzca [13]. En 
este caso, se ha configurado el modelo con parámetros 

específicos para mejorar su desempeño en conjuntos de 
datos con posible desbalance de clases. Estos parámetros 
son explicados en la Tabla 1. 

TABLA I.
Parámetros de regresión logística

Parámetro Valor
Nivel de 
regularización (C)

0.01 Establece una regular-
ización alta, lo que ayuda a 
prevenir el sobreajuste.

Pesos de clases 
(class_weight)

Balanced Ajusta automáticamente 
los pesos de cada clase en 
función de su frecuencia 
en los datos de 
entrenamiento

Semilla 
(random_state)

42 Establece una semilla 
aleatoria para garantizar 
la reproducibilidad de los 
resultados

La implementación de la regresión logística con los pará-
metros ajustados garantiza una clasificación robusta en 
presencia de datos desbalanceados, mejora la generali-
zación gracias a la regularización, y permite reproducir 
los experimentos. Su correcto ajuste y evaluación en 
validación cruzada son esenciales para maximizar su 
desempeño en aplicaciones prácticas.

2.2. MÁQUINAS DE SOPORTE VECTORIAL

Una máquina de vectores soporte (SVM) es un modelo 
de aprendizaje automático supervisado utilizado para 
la clasificación de datos. Su objetivo es identificar un 
hiperplano óptimo que separe las distintas clases en un 
espacio N-dimensional, maximizando la distancia entre 
ellas para mejorar la precisión del modelo [14]. En esta 
configuración, el modelo ha sido ajustado con paráme-
tros específicos para mejorar su estabilidad y capacidad 
de generalización.

La Máquina de Soporte Vectorial con C=0.01 y ker-
nel=”linear” garantiza un modelo interpretable, con 
un balance adecuado entre regularización y precisión. 
Además, la activación de probabilidades facilita la inter-
pretación de los resultados. 

2.3. REDES NEURONALES

A diferencia de los modelos de Regresión Logística y 
Máquinas de Soporte Vectorial, la Red Neuronal tuvo 
una configuración específica. Dicha Red Neuronal, fue 
creada mediante la clase Sequential [15] del Framework 
Keras de Python. 

La red neuronal implementada sigue una estructura 
multicapa con activaciones no lineales. Se compone de tres 
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capas densas, donde las primeras dos actúan como capas 
ocultas con funciones de activación ReLU, y la última 
corresponde a la capa de salida con activación sigmoide, 
adecuada para tareas de clasificación binaria. La configura-
ción de esta red neuronal se presentó en la Tabla 3, siguiendo 
el mismo orden en el que se establecieron las capas. 

En la Fig. 3. Se presenta la arquitectura de la red neu-
ronal proporcionada por la función plot_model [18] de 
Tensorflow Keras.

Además de su arquitectura, la red neuronal fue imple-
mentada con funciones de callback que desempeñan 
un papel clave en la prevención del sobreajuste. Estas 

funciones monitorean el comportamiento del modelo 
durante el entrenamiento, ajustando dinámicamente pará-
metros como la tasa de aprendizaje o deteniendo el proceso 
cuando se detecta una mejora marginal en la validación. 
Gracias a esta estrategia, se logra una mejor generalización, 
evitando que el modelo memorice los datos de entrena-
miento y, en cambio, aprenda patrones representativos de 
la información. 

La Tabla 4 muestra los parámetros configurados para 
el callback EarlyStopping [19], el cual contribuye a evitar 
el sobreajuste y optimizar el uso de tiempo y recursos. 
Su función es interrumpir el entrenamiento cuando el 

Parámetro Valor
Nivel de 
regularización (C)

0.01 Establece una regularización alta, lo que ayuda a prevenir el 
sobreajuste.

Núcleo (kernel) Linear Un kernel lineal busca una separación directa sin introducir 
dimensiones adicionales.

Estimación de probabilidades (probability) True Habilita la estimación de probabilidades, permitiendo calcu-
lar la confianza de una clasificación. Esto es útil para interpre-
tar los resultados y realizar 
análisis posteriores.

TABLA II
Parámetros de máquinas de soporte vectorial

Capa Parámetro Valor
Dense [16] Unidades 12 Neuronas de la capa.

Input shape 5 Características principales de entrada resultantes del PCA.
Activación ReLU Función adecuada para capturar relaciones no lineales en los datos.
Regularización L2 (λ=0.001) Reduce la magnitud de los pesos y evita el sobreajuste.

Dropout [17] Tasa 0.3 Desactiva el 30% de las neuronas en cada iteración, obligando al 
modelo a distribuir mejor la relevancia de las características.

Dense [16] Unidades 8 Neuronas de la capa.
Activación ReLU Función adecuada para capturar relaciones no lineales en los datos.
Regularización L2 (λ=0.001) Se refuerza la regularización L2 para estabilizar el aprendizaje.

Dropout [17] Tasa 0.3 Añade otra fase de dropout, promoviendo una mejor generalización 
del modelo.

Dense [16] Unidades 1 Neurona única para clasificación binaria.
Activación Sigmoid Función que transforma los valores en probabilidades de 

pertenencia a una clase.

TABLA III.
Capas de la red neuronal

Fig. 3. 
Diseño de la Red Neuronal

Nota. La figura presenta las capas de la red neuronal implementada.
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rendimiento del algoritmo deja de mejorar, evitando 
cómputos innecesarios y favoreciendo una mejor gene-
ralización del modelo.

TABLA IV.
Argumentos para earlystopping

Argumento Valor Función
Monitor val_loss Métrica para monitorear
Patience 10 Cantidad de épocas 

consecutivas sin progreso.
Restore_
best_weights

True Restablece los pesos del 
modelo utilizando el valor 
más alto de la métrica que se 
está monitoreando

La Tabla 5 presenta los parámetros configurados para el 
callback ReduceLROnPlateau [20], el cual permite ajustar 
dinámicamente la tasa de aprendizaje. Gracias a esta estra-
tegia, el modelo puede mejorar su convergencia al reducir 
progresivamente la tasa cuando el progreso se ralentiza, faci-
litando una optimización más eficiente del entrenamiento.

TABLA V. 
Argumentos de reducelronplateau

Argumento Valor Función
Monitor val_loss Métrica para monitorear
Factor 0.2 Coeficiente que disminuirá 

la velocidad de aprendizaje 
(nueva_lr = lr * factor)

Patience 5 La cantidad de épocas sin 
mejoras tras los cuales se 
disminuirá la velocidad de 
aprendizaje

Min_lr 0.001 Tasa de aprendizaje mínima

En la fase de entrenamiento de la red neuronal, esta fue 
configurada inicialmente con 100 épocas, pero gracias a 
las funciones callback implementadas no se completaron 
en su totalidad las épocas configuradas con ello se com-
pletan solo 66/100 épocas. 

La evaluación del rendimiento de los modelos de 
clasificación es fundamental en cualquier estudio de 
aprendizaje automático, ya que permite medir su capa-
cidad predictiva y adecuación para la tarea en cuestión. 
Para una comparación precisa, se utilizaron métricas 
clave como exactitud, precisión, Recall, F1-Score y el 
área bajo la curva ROC (AUC-ROC), determinando 
el modelo más eficaz en la clasificación de muestras de 
cáncer de mama. Además, se implementó validación 
cruzada con 10 pliegues para garantizar una evaluación 
robusta y minimizar posibles sesgos en los resultados. 

Este enfoque divide el conjunto de entrenamiento en 10 
subconjuntos, utilizando iterativamente 9 para entrena-
miento y 1 para prueba, de modo que cada muestra se 
utiliza en validación exactamente una vez. Los resulta-
dos reportados corresponden al promedio y desviación 
estándar de las métricas obtenidas en los 10 pliegues. 

La implementación computacional de este estudio se 
realizó con herramientas de código abierto ampliamente 
utilizadas en aprendizaje automático, garantizando un 
flujo de trabajo reproducible y eficiente. El análisis se 
llevó a cabo en Jupyter Notebook, un entorno que per-
mite integrar código, gráficos y documentación para 
mejorar la trazabilidad y comprensión del proceso. Se 
empleó Python por su flexibilidad y amplia disponibi-
lidad de bibliotecas especializadas en ciencia de datos.

3. resultados y discusión
3.1. RESULTADOS.

Como se mencionó anteriormente, en este estudio se uti-
lizó el Breast Cancer Wisconsin (Diagnostic) Dataset [12]. 
Disponible en el UCI Machine Learning Repository. Los 
resultados obtenidos para cada modelo en el que se imple-
mentó dicho conjunto de datos se resumen en Tabla 6, y 
se presentan en gráficos de desempeño en términos de la 
matriz de confusión y área bajo la curva ROC (AUC-ROC).

•	 Regresión Logística: El modelo alcanzó una 
exactitud del 97.36% y una AUC-ROC de 0.96, 
lo que evidencia una alta capacidad para discri-
minar entre casos benignos y malignos.

•	 Máquinas de Soporte Vectorial (SVM): Obtuvo 
una exactitud del 96.49% y una AUC-ROC de 
0.95, mostrando un rendimiento ligeramente 
inferior al de la regresión logística, pero mante-
niendo una precisión competitiva. 

•	 Redes Neuronales: Este modelo logró una 
exactitud del 98.24% y una AUC-ROC de 0.99, 
indicando el mejor desempeño entre los algorit-
mos evaluados y una notable capacidad predictiva. 

Se implementó validación cruzada con 10 pliegues, per-
mitiendo estimar la capacidad de generalización de cada 
algoritmo. Se calcularon exactitud, precisión, Recall y 
F1-score, obteniendo los valores promedio y desviación 
estándar para cada modelo como se muestra en la Tabla 7. 

Los resultados de la validación cruzada con 10 plie-
gues confirman la estabilidad de los algoritmos evaluados. 
La Red Neuronal obtuvo el mejor desempeño promedio 
(Exactitud = 0.9802 ± 0.02), seguida de SVM (0.9714 ± 
0.02) y Regresión Logística (0.9603 ± 0.03). Estos valores 
refuerzan la consistencia de los hallazgos presentados con 
la matriz de confusión y la curva ROC, demostrando que 
la reducción de dimensionalidad mediante PCA no com-
promete la capacidad predictiva de los modelos.
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De igual forma, se obtuvieron gráficos de desempeño. 
En la Fig. 4, se presentan las matrices de confusión para 
los tres modelos de clasificación evaluados: Regresión 
Logística, Máquinas de Vectores de Soporte (SVM), 
Redes Neuronales. Cada matriz muestra el número de 
predicciones realizadas por el modelo frente a las clases 
reales de los datos, proporcionando información deta-
llada sobre los aciertos y errores en las clasificaciones.

En la Fig. 4 se puede observar para cada uno de los 
modelos un alto número para los verdaderos positivos y 
los verdaderos negativos, es decir, pacientes que verdade-
ramente tienen cáncer de mama fueron predichos como 
Maligno, en contraste con los pacientes que estaban eti-
quetados como Benigno fueron predichos como Benignos. 

A continuación, se describe el rendimiento de la 
matriz de confusión en los modelos implementados:

•	 Regresión logística: Según la matriz de confusión, 
72 pacientes fueron predichos como tumor benigno 
y realmente eran pacientes con tumor benignos; 39 
pacientes fueron predichos como tumor maligno 
y realmente eran pacientes con tumor maligno; 3 
pacientes fueron predichos como tumor benigno, 
pero en realidad eran tumor maligno. 

•	 Máquinas de Soporte Vectorial: Según la matriz 
de confusión, 72 pacientes fueron predichos como 
tumor benigno y realmente eran pacientes con 
tumor benigno; 38 pacientes fueron predichos 
como tumor maligno y realmente eran pacientes 
con tumor maligno; 4 pacientes fueron predi-
chos como tumor benigno, pero en realidad eran 
tumor maligno. 

•	 Redes Neuronales: Según la matriz de confusión, 
72 pacientes fueron predichos como tumor benigno 
y realmente eran pacientes con tumor benignos; 40 
pacientes fueron predichos como tumor maligno 
y realmente eran pacientes con tumor maligno; 2 
pacientes fueron predichos como tumor maligno, 
pero en realidad eran tumor benigno.

Asimismo, en la Fig. 5, se presentan las curvas AUC-
ROC para los tres modelos de clasificación analizados. 
Cada curva representa la relación entre la tasa de verda-
deros positivos (sensibilidad) y la tasa de falsos positivos 
a diferentes umbrales de decisión.

Fig. 5. 
Curvas AUC-ROC de los Modelos Implementados

Nota. En la figura se presenta las curvas ROC obtenidas en base a la 
evaluación de los modelos propuestos.

El análisis de las curvas AUC-ROC para los modelos 
evaluados muestra un rendimiento excepcional en la 
clasificación de cáncer de mama. El modelo implemen-
tado con una red neuronal obtuvo un área bajo la curva 
de 0.99, ligeramente superior a los otros dos algoritmos 
implementados, siendo así el modelo de regresión logís-
tica y las máquinas de soporte vectorial obtuvieron un 
0.96 y 0.95, respectivamente. Este nivel de rendimiento 
sugiere que estos modelos son altamente efectivos y con-
fiables para la detección de cáncer de mama. 

Fig. 4. 
Matrices de Confusión de los Modelos Implementados

Nota. En la figura se puede observar las diferentes matrices obtenidas en base a la evaluación de los algoritmos propuestos.
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Un hallazgo relevante es que, pese a la reducción del 
83% en la dimensionalidad de los datos, los tres algorit-
mos mantienen métricas competitivas. En particular, la 
regresión logística alcanza resultados cercanos a los de 
la red neuronal, evidenciando que modelos más simples 
pueden ser adecuados en contextos con limitaciones de 
cómputo, mientras que las redes neuronales, aunque más 
complejas, ofrecen la mayor capacidad predictiva.

3.2. DISCUSIÓN

La clasificación del cáncer de mama es un área de inves-
tigación crítica, dado su impacto en la salud pública y la 
importancia de un diagnóstico preciso y oportuno. En 
este estudio, hemos evaluado la eficacia de varios algo-
ritmos de clasificación aplicados a un conjunto de datos 
de pacientes con posible cáncer de mama, centrándonos 
en el rendimiento de modelos como Regresión Logística, 
Máquinas de Vectores de Soporte (SVM) y Redes 
Neuronales. Los resultados obtenidos a través de métricas 
como las curvas AUC-ROC y las matrices de confusión 
han proporcionado una visión profunda de la capacidad 
de estos modelos para discriminar entre clases.

Los resultados obtenidos en este estudio muestran 
que los algoritmos de aprendizaje automático, parti-
cularmente Regresión Logística y Red Neuronal, son 
herramientas altamente efectivas para la clasificación 
de tumores mamarios en pacientes con posible cáncer 
de mama. Ambos modelos lograron una AUC-ROC de 
0.96 y 0.99, respectivamente, lo que evidencia su alta 
capacidad para discriminar entre tumores malignos y 
benignos en todos los umbrales de probabilidad eva-
luados. Este rendimiento destaca su potencial para ser 
implementados en entornos clínicos donde la precisión 
en el diagnóstico es crítica.

La reducción de dimensionalidad mediante Análisis 
de Componentes Principales (PCA) jugó un papel fun-
damental en el éxito de los modelos. El método del codo, 
utilizado para determinar el número óptimo de com-
ponentes principales, permitió identificar un equilibrio 
adecuado entre la retención de información y la simplifi-
cación del modelo. Este enfoque no sólo redujo el tiempo 
de procesamiento, sino que también mejoró la precisión 
de los algoritmos al eliminar características redundantes 
o irrelevantes. Estudios anteriores han reportado bene-
ficios similares al implementar PCA, lo que refuerza su 
validez como herramienta de preprocesamiento en pro-
blemas de clasificación de datos médicos.

Numerosos estudios han explorado el uso de algo-
ritmos de aprendizaje automático para la clasificación 
de tumores mamarios, proporcionando un marco sólido 
para contextualizar los resultados de esta investigación. 
Por ejemplo, en [21] se utilizó el conjunto de datos Asia-
Pacific Metaplastic Breast Cancer (AP-MBC) Consortium 
que consta de 347 casos de cáncer de mama metaplásico 

de 17 hospitales de Australia y el sudeste asiático. En 
este estudio fue utilizado algoritmos como: Árboles de 
decisión, regresión logística, naïve Bayes, perceptrón 
multicapa y bosque aleatorio, donde dichos algoritmos 
alcanzaron exactitudes y precisiones de hasta 0.838 y 0.822 
respectivamente en el algoritmo de árboles aleatorios. 

Asimismo, [6] utilizó varias técnicas de clasificación 
ML: Naïve Bayes (NB), regresión logística (LR), máquina 
de vectores de soporte (SVM), K-Nearest Neighbor 
(KNN), árbol de decisión (DT), y técnicas de conjunto: 
Random forest (RF), Adaboost, XGBoost en el con-
junto de datos de cáncer de mama similar proveniente 
del Wisconsin Breast Cancer Dataset (WBCD). El autor 
encontró que tanto el árbol de decisión como el clasifi-
cador XGBoost tienen la mayor precisión del 97% entre 
todos los modelos y el mayor AUC 0,999 obtenido para 
el clasificador XGBoost. 

No obstante, existen diferencias que merecen ser dis-
cutidas, en la investigación [22] utiliza algoritmos como 
Spectral clustering, DBSCAN y k-means, junto con 
modelos de predicción como Support Vector Machines 
(SVM), árboles de decisión y Random Forest. Los resul-
tados demuestran la capacidad del modelo para predecir 
el tiempo que tardará el tumor en reaparecer o el tiempo 
que tardará el paciente en recuperarse por completo con 
la mejor precisión del 78,7% utilizando SVM.

A diferencia de estudios previos que reportan 
únicamente métricas puntuales en particiones de entre-
namiento/prueba, este trabajo incorpora validación 
cruzada con 10 pliegues, lo que asegura que los resultados 
no dependan de una división específica de los datos. Este 
procedimiento evidencia que los tres algoritmos mantie-
nen un rendimiento estable en diferentes subconjuntos, 
con desviaciones estándar reducidas en todas las métri-
cas, lo que refuerza la robustez del enfoque propuesto.

Aunque en este trabajo no se realizó una comparación 
directa entre modelos con y sin PCA, existen estudios que 
sí la han realizado y cuyos hallazgos ofrecen un punto de 
referencia útil. Por ejemplo, en RF-PCA combinan PCA 
con selección de atributos y muestran que el modelo con 
PCA tiene un desempeño superior en precisión y tiempos 
de entrenamiento comparados con el modelo original sin 
reducción dimensional [23]which can effectively solve 
the problems of insufficient recognition accuracy and 
long time-consuming in traditional breast cancer diag-
nosis methods. To solve these problems, we proposed 
a method of attribute selection and feature extraction 
based on random forest (RF. También, en el trabajo [24] 
analiza resultados obtenidos aplicando PCA/KPCA, 
mostrando que estos métodos mejoran métricas como 
precisión y sensibilidad frente al uso de todas las varia-
bles. En A Study Using PCA and LDA on Wisconsin Breast 
Cancer [25], se evidencia que combinar PCA y LDA per-
mite mantener un rendimiento alto, comparable al que 
se obtiene con modelos sin reducción, aunque no todos 
los trabajos informan tiempos de entrenamiento u otros 
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costos computacionales. Estos estudios apoyan la idea de 
que la reducción de dimensionalidad puede conservar 
precisión alta, lo que coincide con nuestros resultados: en 
nuestros modelos con PCA también obtenemos exacti-
tud, precisión y sensibilidad elevados, lo que sugiere que 
la pérdida de información no es crítica bajo las condicio-
nes de dimensión reducida empleadas. 

Los resultados tienen implicaciones importantes 
para el desarrollo de sistemas automatizados de apoyo al 
diagnóstico médico. La alta exactitud y precisión de los 
modelos sugiere que podrían integrarse en flujos de tra-
bajo clínicos para asistir a los profesionales de la salud en 
la detección temprana de tumores malignos, reduciendo 
potencialmente los tiempos de diagnóstico y mejorando 
las tasas de supervivencia. Aunque ambos modelos 
muestran un rendimiento excepcional, la variabilidad 
inherente a los datos clínicos y las características indivi-
duales de los pacientes pueden influir en la generalización 
de estos hallazgos. Por lo tanto, se recomienda realizar 
estudios adicionales con conjuntos de datos más amplios 
y diversos para validar la robustez de estos modelos en la 
práctica clínica real.

Además, desde una perspectiva teórica, este trabajo 
contribuye al creciente cuerpo de literatura que explora 
el uso de técnicas de reducción de dimensionalidad y 
algoritmos de clasificación en datos médicos. El enfoque 
metodológico empleado puede servir como referen-
cia para futuras investigaciones que busquen optimizar 
modelos predictivos en dominios similares.

Este trabajo complementa la literatura al mostrar que 
PCA no solo facilita la reducción de variables, sino que 
además permite que modelos tradicionalmente menos 
potentes, como la regresión logística, alcancen niveles 
de precisión comparables a modelos más complejos. Este 
hallazgo tiene implicaciones prácticas en el diseño de sis-
temas de apoyo al diagnóstico, donde la eficiencia y la 
interpretabilidad son tan relevantes como la exactitud.

A pesar de los resultados prometedores, este estudio 
presenta ciertas limitaciones que deben ser consideradas. 
En primer lugar, el conjunto de datos utilizado, aunque 
ampliamente empleado en investigaciones, no representa 
necesariamente la diversidad de poblaciones globales. 
Factores como la etnicidad, la edad y las comorbilidades 
podrían influir en el desempeño de los modelos cuando 
se aplican a otras poblaciones.

En segundo lugar, el uso de PCA, aunque benefi-
cioso en términos de rendimiento, implica una pérdida 
de interpretabilidad de las características originales. 
En contextos clínicos, esta limitación puede dificultar 
la aceptación de los modelos por parte de los médicos, 
quienes podrían preferir enfoques que ofrezcan explica-
ciones más claras sobre las decisiones del modelo.

Finalmente, los modelos fueron evaluados en un 
entorno controlado con un conjunto de datos bien 
definido. Su desempeño en entornos reales podría 
verse afectado por factores como ruido en los datos, 

desequilibrio de clases y variabilidad en la calidad de las 
imágenes o datos clínicos recolectados.

Este estudio presenta un avance significativo en el uso 
de algoritmos de aprendizaje automático para la clasifi-
cación de tumores mamarios.  Sin embargo, el desarrollo 
de sistemas robustos y ampliamente aplicables para este 
propósito requiere una exploración más profunda y 
diversa. A partir de aquí, se plantean recomendaciones 
que pueden orientar futuras investigaciones y aplicacio-
nes en este campo. 

El conjunto de datos utilizado en este estudio, 
aunque reconocido en la comunidad científica, tiene 
limitaciones inherentes, como su tamaño y representa-
tividad demográfica. Se recomienda incorporar datos de 
distintas regiones geográficas y demográficas para garan-
tizar que los modelos sean generalizables y efectivos en 
poblaciones diversas. Esto incluye datos de pacientes con 
diferentes antecedentes genéticos, edades, y condiciones 
médicas previas. Además de aumentar la variedad de 
características clínicas y genéticas para explorar la capa-
cidad de los modelos de identificar patrones complejos 
relacionados con la aparición de tumores mamarios. 

El uso de PCA en este estudio resultó ser altamente 
beneficioso para la reducción de dimensionalidad, pero 
existen otras técnicas que podrían complementar o mejo-
rar este enfoque, por ejemplo, el uso de técnicas híbridas 
combinando PCA con métodos de selección de carac-
terísticas como el algoritmo de fuerza bruta análisis de 
relevancia mutua o métodos basados en entropía. Esto 
permitiría retener características más relevantes mien-
tras se reduce la complejidad computacional. Adicional 
a esto, se recomienda evaluar el impacto del número de 
componentes principales seleccionados en la precisión 
de los modelos, utilizando enfoques más dinámicos para 
ajustar este parámetro en función de los datos.

Si bien este estudio se enfocó en modelos tradicio-
nales de aprendizaje automático. Una recomendación de 
suma importancia sería el uso de redes neuronales pro-
fundas, las cuales podrían traer beneficios adicionales. 
En el caso del uso de redes neuronales convolucionales 
CNN para datos de imágenes como mamografías lo cual 
permite integrar automáticamente las características 
más relevantes en el proceso de clasificación. Sin dejar de 
lado la implementación de transferencia por aprendizaje, 
haciendo uso de modelos preentrenados con grandes 
conjuntos de datos médicos para mejorar la precisión en 
los conjuntos de datos más pequeños.

La evaluación en escenarios clínicos reales puede 
conllevar a que los modelos sean validados y probados en 
entornos reales, esto ayuda a garantizar su aplicabilidad 
y aceptación. Siendo así, la implementación de estudios 
piloto en hospitales o clínicas proporciona informa-
ción valiosa sobre su viabilidad práctica. Asimismo, el 
desarrollo de interfaces amigables para médicos, donde 
se podría integrar los modelos en sistemas de apoyo al 
diagnóstico existentes.
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4. conclusiones
El aporte central de este estudio consiste en demostrar que 
la reducción de dimensionalidad mediante PCA no com-
promete la calidad de la clasificación del cáncer de mama, 
sino que optimiza el uso de recursos computacionales y 
facilita la interpretación de modelos supervisados. Este 
demuestra un enfoque reproducible para la clasificación 
automática de cáncer de mama, combinando reducción 
de dimensionalidad mediante PCA con algoritmos de 
aprendizaje automático. Este procedimiento permitió 
disminuir en un 83% las variables iniciales, manteniendo 
una exactitud superior al 98%. Los resultados evidencian 
que técnicas computacionales clásicas, como la regresión 
logística y las redes neuronales, pueden alcanzar un ren-
dimiento competitivo sin necesidad de arquitecturas de 
mayor complejidad, lo que las hace viables en escenarios 
con recursos computacionales limitados.

La inclusión de validación cruzada aporta solidez 
estadística a los resultados, confirmando que la reduc-
ción de dimensionalidad con PCA no solo mejora la 
eficiencia computacional, sino que mantiene la con-
sistencia de las métricas de clasificación en múltiples 
particiones de los datos.

Además, la comparación con estudios previos con-
firma que las métricas obtenidas se ubican en el rango 
superior de lo reportado en la literatura, lo que respalda 
la validez metodológica del enfoque. Estos hallazgos 
refuerzan la importancia de integrar técnicas de pre-
procesamiento robustas con modelos de clasificación 
supervisada en problemas de datos biomédicos de alta 
dimensionalidad.

Como limitación, los experimentos se realizaron 
sobre un único conjunto de datos de referencia (Breast 
Cancer Wisconsin), lo que restringe la generalización de 
los resultados. Futuras investigaciones podrían ampliar 
este análisis incorporando otros conjuntos de datos bio-
médicos y explorando la integración de información 
heterogénea, como imágenes médicas o datos genómi-
cos, para evaluar la escalabilidad y robustez del enfoque 
en diferentes contextos.

En términos prácticos, este análisis comparativo evi-
dencia que tanto la regresión logística como las redes 
neuronales pueden integrarse en sistemas de apoyo clí-
nico, siendo la primera más adecuada en entornos con 
recursos limitados y la segunda en escenarios donde la 
precisión diagnóstica es prioritaria. 
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ANEXOS

TABLA VI.
Métricas de evaluación

Modelo Exactitud Precisión Recall F1-Score
Regresión Logística 0.97 1.00 0.92 0.96
Máquinas de Soporte Virtual 0.96 1.00 0.90 0.95
Redes Neuronales 0.98 1.00 0.95 0.97

TABLA VII.
Métricas de la validación cruzada

Modelo Exactitud Precisión Recall F1-Score
Regresión Logística 0.96 ± 0.03 0.96 ± 0.03 0.92 ± 0.06 0.94 ± 0.04
Máquinas de Soporte Virtual 0.97 ± 0.02 0.99 ± 0.02 0.92 ± 0.06 0.95 ± 0.03
Redes Neuronales 0.98 ± 0.02 0.97 ± 0.04 0.96 ± 0.05 0.96 ± 0.04
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abstract
The paper presents a simulation of open Wi-Fi service using the Analog Devices ADRV9364-Z7020 card, 
which integrates an FPGA-based architecture. The proposal seeks to analyze the behavior of wireless com-
munication within a telecommunications system implemented using software-defined radio (SDR).

During development, the installation, configuration, and verification stages of the logic blocks as-
sociated with the routing protocol were carried out, in addition to parameter optimization and testing 
with specialized simulation tools. Subsequently, the system's performance was evaluated under different 
operating conditions, considering the 2.4 GHz and 5 GHz bands.

The results obtained show that the equipment used offers stable and adaptable performance, with an 
adequate level of sensitivity for monitoring environments, intrusion detection, and commercial applica-
tions, highlighting its potential for real implementations of experimental wireless networks.

resumen 
El trabajo presenta una simulación del servicio de Wi-Fi abierto empleando la tarjeta Analog Devices 
ADRV9364-Z7020, que integra una arquitectura basada en FPGA. La propuesta busca analizar el com-
portamiento de la comunicación inalámbrica dentro de un sistema de telecomunicaciones implementado 
mediante radio definida por software (SDR).

Durante el desarrollo se realizaron las etapas de instalación, configuración y verificación de los bloques 
lógicos asociados al protocolo de enrutamiento, además de la optimización de parámetros y pruebas con 
herramientas de simulación especializadas. Posteriormente, se evaluó el rendimiento del sistema bajo dis-
tintas condiciones de operación, considerando las bandas de 2.4 GHz y 5 GHz.

Los resultados obtenidos evidencian que el equipo empleado ofrece un desempeño estable y adaptable, 
con un nivel de sensibilidad adecuado para entornos de monitoreo, detección de intrusiones y aplicaciones 
comerciales, destacando su potencial para implementaciones reales de redes inalámbricas experimentales.

1. introduction
This work was developed internally at the institution with 
the aim of strengthening competencies in the field of 
wireless communication networks and promoting future 
lines of collaborative research. It also seeks to promote 
the generation and dissemination of applied knowledge, 
contributing both to the academic environment and to 
the technological development of the community.

The project is based on the implementation of a softwa-
re-defined radio (SDR) system based on the Xilinx Zynq 
XC7Z020-1CLG400I processor, whose architecture 
allows flexible updating using high-level programming 
languages such as C/C++, Java, and Python [1]. The 
IEEE 802.11 standard is adopted as a technical reference, 
especially its most recent versions, which have signifi-
cantly improved the performance of wireless networks, 
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bringing them closer to the behavior of conventional 
Ethernet networks [2].

Several studies complement this research. In [3], for 
example, the performance of an OpenWRT-based router 
on Raspberry Pi 4 and Cisco 1905 platforms was analyzed, 
obtaining average reception (RX) speeds of 964 Mbps and 
963 Mbps, and transmission (TX) speeds of 947 Mbps and 
963 Mbps. In [4], the multipoint CSI localization techni-
que was applied in OpenWiFi environments, comparing 
the results with emulation models. For its part [5] propo-
sed a system for predicting quality of service parameters 
using OpenWRT and NoDogSplash, modifying the rou-
ter's firmware to generate a captive portal [6].

These works demonstrate the versatility of OpenWRT 
and its value in the evaluation of routers, location techni-
ques, and quality of service analysis, providing innovative 
solutions in different wireless communication contexts [3].

Finally, the experiments carried out in this study 
allowed us to observe the behavior of the equipment, 
the quality of the link, and the influence of the antenna 
position. Initial results indicate that the device performs 
better in short-range links, making it particularly sui-
table for indoor applications. These findings provide a 
useful basis for assessing its potential implementation in 
practical network scenarios.

2. related work and method
2.1. RELATED WORK
2.1.1. Evolution of wireless networks and IEEE 802.11 
standards
Wireless networks have transformed the interconnec-
tion between devices, reducing dependence on cables 
and facilitating more agile and flexible installations. This 
advance has enabled immediate transmission of infor-
mation, with notable improvements in performance and 
quality of service [7]. Wireless communications are now 
central to digital transformation, driven by continuous 
investment in technological infrastructure [8].

Wi-Fi technology, based on the IEEE 802.11 stan-
dard, has established itself as an essential tool in modern 
computing [9]. The progressive adoption of variants of 
the standard has made it possible to achieve transfer rates 
comparable to traditional Ethernet networks, thanks to 
optimizations in the physical layer and the MAC layer 
[10]. The most recent versions integrate MIMO (Multiple 
Input Multiple Output) schemes that allow speeds grea-
ter than 100 Mbps in the 2.4 GHz and 5 GHz bands [11].

2.1.2. Software-Defined Radio (SDR) and the OpenWiFi 
Project
In the context of wireless network research, software-de-
fined radio (SDR) has gained relevance as a versatile and 
low-cost solution. Its architecture allows functions tra-
ditionally implemented in hardware to be transferred to 

programmable environments, offering flexibility, portability, 
and cost reduction compared to dedicated solutions [12].

One of the most representative projects in this field 
is OpenWiFi, an open-source initiative developed by 
engineers at Ghent University (Belgium). This project 
addresses the implementation of the IEEE 802.11 stan-
dard on SDR platforms, facilitating experimentation 
in wireless network research and development [13]. 
OpenWiFi can run on various devices and has demons-
trated its potential in multi-access configurations and 
4G/5G research environments [14].

The OpenWiFi embedded system is based on the 
Linux mac80211 framework, complying with the spe-
cifications of the IEEE 802.11 standard. Its structure 
consists of two parts: the Processing System, responsible 
for the upper layers and data link, and the Programmable 
Logic (FPGA) [15], which executes the real-time func-
tions of the physical layer [13]. This separation allows 
for a modular and reconfigurable design, ideal for highly 
flexible experimental platforms [16].

2.1.3. OpenWRT applications and wireless location systems
The OpenWRT system, widely used in routers and 
gateways, has proven its usefulness in various network 
evaluation and location technique projects. In [3], 
the performance of an OpenWRT-based router using 
Raspberry Pi 4 and Cisco 1905 was analyzed, achieving 
average reception (RX) speeds of 964 Mbps and trans-
mission (TX) speeds of 947 Mbps. Meanwhile, in [4], 
a multipoint Channel State Information (CSI) location 
system was implemented, achieving superior results 
compared to simulated environments.

In another study, [5] proposed a predictive model 
of service quality using OpenWRT and NoDogSplash, 
modifying the router's firmware to include a captive 
portal. These works demonstrate the potential of open 
systems to develop reproducible and adaptable test envi-
ronments in the field of wireless communications.

2.1.4. Principles of signal transmission and propagation
Orthogonal Frequency Division Multiplexing (OFDM) 
modulation forms the basis of most modern wireless 
communication standards [17]. Its principle is based on 
the insertion of a cyclic prefix (CP), which replicates the 
final part of the OFDM symbol to compensate for chan-
nel dispersion and avoid intersymbol interference [18].

Compared to single carrier (SC) or spread spectrum 
(DSSS) schemes, OFDM has higher synchronization 
requirements and greater sensitivity to phase noise [19], 
although it significantly improves spectral efficiency.

To complement the characterization of propaga-
tion, the Fresnel zone describes the ellipsoidal volume 
between the transmitter and receiver within which obs-
tacles must be kept clear to avoid diffraction losses [20].

To determine the radius of the nth Fresnel zone, the 
following is used:
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(1)

Replacing the wavelength with the frequency of the sig-
nal relative to the speed of light in a vacuum, we obtain 
the following:

(2)

: the distance from the transmitter to the reflection 
point (in kilometers).

: the distance from the receiver to the reflection point 
(in kilometers).

: the total distance between the transmitter and recei-
ver, d1+d2 (in kilometers).

: radius of the nth Fresnel zone (m).
: zone number (normally the first zone is used, n = 1).
: signal frequency (GHz).
: Wavelength (m)

These zones determine the different contributions to the 
total field of the receiver, the most important being the 
first Fresnel zone, which contains 50% of the wave’s power.

2.1.5. SDR hardware platforms and development modules
The AD9364 family from Analog Devices includes high-per-
formance radio frequency transceivers designed for 3G 
and 4G applications. In particular, the ADRV9364-Z7020 
card, based on the Xilinx Zynq-7000 processor, offers an 
operating range between 70 MHz and 6.0 GHz, making it 
an ideal tool for prototyping SDR systems [21].

Analog Devices’ SDR carrier module allows for 1x1 
and 2x2 configurations, with access to Ethernet, USB, 
JTAG, and serial interfaces, as well as 100-pin connectors 
that facilitate system expansion [22].

The development board generates power rails and 
provides adjustable voltages for the FPGA's logic inputs 
and outputs, integrating measurement points for power 
consumption and voltage control [23].

This architecture combines performance and fle-
xibility, providing a solid foundation for research and 
development projects in reconfigurable wireless commu-
nication systems.

2.1.6. Wi-Fi network analysis and diagnostic tools
The Inssider software, developed by Metageek, allows the 
quality of Wi-Fi connections to be analyzed and optimized 
by identifying interference and channel conflicts. Although 
it is only available for Windows, the LinSSID alternative in 
Linux environments offers similar functionality  [24].

These tools are useful in evaluating channel qua-
lity and detecting dead zones or traffic overload, which 
are fundamental aspects when designing and adjusting 
OpenWiFi and SDR-based networks.

2.2. METHOD
2.2.1. Test bench design
The test bench was developed at the Optical 
Communications Laboratory, where various experi-
mental scenarios were defined to evaluate the system’s 
performance under different operating conditions.

Each scenario considered transmission and recep-
tion rate measurements (Mbps), varying the distance 
between devices and the presence of obstacles in the line 
of sight. This approach allowed us to obtain representa-
tive data on the performance of the equipment in real, 
uncontrolled environments.

Fig. 1 illustrates the general layout of the tests, in 
which the host devices are located at different distances 
from the access point to analyze power loss, delay, and 
link stability. In this way, we seek to establish a compa-
rative behavior between ideal conditions and partially 
obstructed environments.

Fig 1. 
Assessment area

2.2.2. System configuration and evaluation network
The experimental network, shown in Fig. 2, was desig-
ned using the Analog Devices ADRV9364-Z7020 card, 
installed on the ADRV1CRR-BOB breakout board.

The OpenWiFi service was implemented on this 
platform to analyze wireless communication in terms of 
data rate, response time, and signal quality, establishing 
connections with a cellular device and a computer.

The system diagram consists of the following elements:

1-Internet connection: Provides access to the main 
network and connectivity to the Admin Computer, 
through which data from devices connected to the 
access point is routed.
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2-Admin Computer: Acts as the main node of the sys-
tem, responsible for the installation, configuration, 
and control of the network. It also acts as a router 
and firewall once the OpenWiFi service is active.

3-FPGA cards: These act as wireless transceivers, mana-
ging both the transmission and reception of data to 
the Admin Computer.

4-Host devices: These represent the client devices con-
nected to the network generated by the FPGAs. 
These devices are used to validate the connectivity, 
speed, and stability of the link.

2.2.3. Configuration and connection procedure
During configuration, on-board mode was used for 
direct command execution on the FPGA board. On the 
main PC, a static IP address of 192.168.10.1 with a mask 
of 255.255.255.0 was set, corresponding to the OpenWiFi 
network segment.

Subsequently, the system was accessed using the 
command: ssh root@192.168.10.122 with the default 
password “openwifi, which allowed logging into the sys-
tem interface.

Before activating Access Point mode, specific func-
tional settings were executed through the SSH console 
(detailed in the appendices). Once this configuration 
was complete, the SSID “openwifi” became visible to 
nearby devices, allowing connection using the password 
“openwifi.” The connected devices received IP addresses 
within the range 192.168.13.x, ensuring correct DHCP 
assignment.

2.2.4. Link verification and gateway access
Fig. 3 shows the gateway verification process, a funda-
mental step in confirming system connectivity.

After establishing the connection, the address 
192.168.13.1, corresponding to the web interface hosted 
locally on the FPGA board, was entered into the devi-
ce’s browser. Successful access to this page confirmed the 
operation of the access point and bidirectional commu-
nication with the hosts.

Fig  3. 
View of the gateway from the browser of a computer connec-
ted to the network

Finally, routing/NAT was configured on the Admin 
Computer to allow Internet access from devices connec-
ted to OpenWiFi. The commands used for this stage are 
detailed in the technical annexes, along with the additio-
nal network configurations necessary for the system to 
function properly.

2.2.5. Experimental validation
With the operating system and configurations in place, 
connectivity tests and performance measurements were 
performed using network diagnostic tools.

The parameters evaluated included transmission rate 
(TX), reception rate (RX), packet loss, average latency, 
and link stability. The results of these measurements 
were then used to compare the behavior of the system in 
different scenarios of distance and physical obstruction.

3. results and discussion
3.1. RESULTS
3.1.1. General performance evaluation
The results obtained come from the analysis of several 
experimental scenarios designed to evaluate the per-
formance of the OpenWiFi system implemented on the 
ADRV9364-Z7020 card.

The measurements were performed using Inssider 
software, complemented by quality of service (QoS) tests 
and link drop detection using terminal commands.

Fig  2. 
Wireless Communication Network Diagram
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These evaluations allowed us to observe the behavior of 
the network as a function of distance, the presence of 
obstacles, and variations in signal strength.

3.1.2. Tests without obstacles
The first test bench consisted of measuring the perfor-
mance of the wireless link with a direct line of sight 
between the host devices and the access point.

Fig. 4 shows the variation in the connection speed of 
the devices at a distance of 1 meter, represented by the 
blue line. The same graph shows the evolution of the ping 
overtime, which allows us to identify the stability of the 
link and its responsiveness under ideal conditions.

Fig 4. 
Performance Evaluation of Speed and Ping at a 1m Distance

Subsequently, the distance was increased to 1.5 meters 
while maintaining line of sight. Fig. 5 shows the evolu-
tion of average speed and latency, where a slight decrease 
in the transfer rate can be seen, associated with the 
natural dispersion of the electromagnetic field and the 
attenuation of the received power level.

Fig  5. 
Performance Evaluation of Speed and Ping at a 1.5m Distance

3.1.3. Tests with obstacles
In the second set of tests, physical obstructions were intro-
duced in the line of sight between the host devices and the 
access point, maintaining the same distance as before.

Fig. 6 in annex, shows the results at 1 meter with obsta-
cles, showing a noticeable reduction in average transfer 
speed and an increase in ping variability, indicating grea-
ter fluctuation in link quality.

Similarly, Fig. 7 shows the behavior of the system at 1.5 
meters with obstacles, where an increase in response times 
and a partial loss of connection stability can be observed.

3.1.4. Signal strength and link stability
The Inssider software allowed the Wi-Fi signal strength 
to be recorded in both scenarios.

Fig. 8 shows the record obtained during the test 
with obstruction, in which intervals of disturbance and 
momentary signal drop are identified. These fluctuations 
correspond to temporary variations in channel attenua-
tion and propagation delay.

In contrast, Fig. 9 shows the behavior of the signal stren-
gth without obstruction, where the trace remains stable 
over time, evidencing a continuous link with low variability.

Overall, the results reflect the sensitivity of the system 
to physical interference and confirm the correct opera-
tion of the OpenWiFi service at short distances under 
controlled conditions.

3.1.5. Comparative analysis
Comparing both scenarios, it was observed that the 
average transmission and reception speed decreases 
progressively as the distance increases or obstacles are 
introduced.

At 1 meter without obstacles, the link maintained sta-
ble communication with minimal latency and negligible 
packet loss. In contrast, at 1.5 meters with obstacles, there 
was an increase in delay and a moderate drop in throu-
ghput, although without total loss of the link.

These observations confirm that the ADRV9364-Z7020 
platform with OpenWiFi service is optimal for short-
range links, making it ideal for indoor environments or 
experimental laboratory applications where line of sight 
can be guaranteed.

3.2. DISCUSSION 
3.2.1. System performance analysis
During the experiment, notable variations were identified 
in the transmission and reception speeds of the OpenWiFi 
system implemented on the ADRV9364-Z7020 card.

Fig. 10 shows the relationship between both varia-
bles throughout the day, revealing fluctuations linked to 
the network load in the laboratory.

Around 12:00 p.m., a significant decrease in average 
speed was recorded due to the activity of a user who 
accessed high-definition content, which increased band-
width consumption.

Subsequently, around 1:00 p.m., the speed reached a 
maximum of close to 900 Mbps, stabilizing as interfe-
rence from surrounding networks decreased.
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